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MLP NEURAL NETWORK AS A TOOL FOR IMAGES COMPUTER ANALY SIS
Summary

A significant development of programmatic techngjuesed in neural simulation, has caused an in@eadsnterest in the

methods of artificial intelligence in scientificsearch. The issue of the artificial network of roeeg makes it possible for us
to use them in the process of identification thiecis seen as digital images. The aim of the wetk generate neural net-
work, which is able to make a classification oftérfties of the Papilionidae family, protected sigscin Poland, basing on

an information coded in the graphic form.

SIEC NEURONOWA TYPU MLP JAKO NARZ EDZIE
W KOMPUTEROWEJ ANALIZIE OBRAZOW

Streszczenie

Znaczcy rozwdj technik informatycznych, mp@y m.in. miejsce w dziedzinie modelowania neurogowspowodowat
wzrost zainteresowania metodami sztucznej intetig@nkontekcie ich wykorzystania w badaniach naukowych. Jednym
aspektéw sztucznych sieci neuronowych jestiwm¢é ich zastosowania w procesie identyfikacji obiekystpujecych w
postaci obrazéw cyfrowych. Celem pracy jest wygsmeanie sieci neuronowej dokonagj klasyfikacji motyli nakcych
do rodziny Papilionidae, obfych ochrom gatunkow na terenie Polski, w oparciu o informacgakodowan w postaci
graficzne;j.

1. Wprowadzenie dziny Papilionidae PaZ zeglarz(Iphiclides podalirius- rys.
1), P& krélowej(Papilio machanc rys. 2),Niepylak apol-
Jednym z aspektowBztucznychSieci Neuronowych lo (Parnassius Apollo +ys. 3) orazNiepylak mnemoza
(SSN) jest ich wykorzystanie jako nawdzi klasyfikacyj- (Parnassius mnemosyneys. 4).
nych w zagadnieniach zgdanych z komputeroyvanaliz,
obrazéw cyfrowych [5]. Stn one najczsciej jako klasyfi-
katory, pozwalajc na identyfikagi odpowiednio przygo-
towanych obrazéw. Rozwoj technologii, zdecydowanie
szybsza praca komputeréw, jak ighéza dostpnasé¢ opro-
gramowania do obrébki grafiki sprawitye modelowanie
neuronowe jest procesem corazsciej stosowanym w za-
gadnieniach zwazanych z rolnictwem i ikynieria rolnicza.
Badacze z zainteresowaniem korzygtaj narzdzi, ktére
pozwalaj na wnioskowanie z danych zawartych w postaci
obrazoéw cyfrowych. Modele neuronowe stanpwizupet-
nienie klasycznych technik identyfikacji obrazéwedBuje
je znacznie szybsze dziatanie w poréwnaniu z trgdyani
metodami komputerowymi [2]. Elementem niedbhym do
wlasciwego dziatanic&&SNjest jej zaprogramowanie, tak by
w wiasciwy sposéb ,reagowata” na zadane bosl w po-
staci danych z obrazéw cyfrowych. SMLP (Multi Layer
Perceptron —perceptron wielowarstwowy) to model neuro-
nowy generowany tzw. metadz nauczycielem”SSNpro-
gramuje si poprzez udogpnienie odpowiednio opisanych
przypadkow uczcych. $ to wektory informacji zapisane w
pliku wygenerowanym podczas akwizycji obrazu cyfeew
go [3]. W pracy wykazanozimazliwa jest identyfikacja
motyli z rodziny Papilionidae (objetych ochron gatunko-
wa na terenie Polski), na podstawie ich dwuwymiardwyc
obrazéw cyfrowych.

Rys. 1.Pa zeglarz (phiclides podaliriu3
Fig. 1.1phiclides podalirius

2. Generowanie zbioru ucgcego

Zbiér ucacy przeznaczony do budowy modelu neuro-
nowego wygenerowano na podstawie stu trzydziedster cz
rech obrazow cyfrowych, czterech gatunkéw motylioz

Rys. 2 Pa krélowej (Papilio machand
Fig. 2.Papilio machano
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— luminacja minimum,

— luminacja maksimum,

- luminacjasrednia,

- luminacja mediana,

- luminacja StdDev -edchylenie standardowe,
— czerwony minimum,

— czrwony maksimum,

— czerwonyrednia,

- czerwony mediana,

— czerwony StdDev edchylenie standardowe,
— zielony minimum,

— zielony maksimum,

— zielonysrednia,

— zielony mediana,

— zielony StdDev edchylenie standardowe,

— niebieski minimum,

— niebieski maksimum,

— niebieskisrednia,

— niebieski mediana,

— niebieski StdDev edchylenie standardowe

Rys. 3 Niepylak apollo Parnassius Apollp
Fig. 3.Parnassius Apollo

Pozyskane dane z ¥@dego z przeanalizowanych obra-
zéw w systemiePiAO zapisano do zewirznego pliku
*.csv. Wskpna analiza wygenerowanego zbioru aoego

Obrazy te przeanalizowano w autorskim systemie inPozwolita stwierdz, iz zmienne: czerwony minimum
formatycznymPiAO (Przetwarzaniei Analiza Obrazéw) —Maksimum zielony minimumi maksimumoraz niebieski
[7]. Analiza obejmowata ekstrakcje oraz pozyskanigb- ~ Minimumi maksimunprzyjmowaty wartéci dla minimum
razéow cyfrowych cech charakterystycznych w posegi 0. @ dla maksimum 255, dlatega: teostaty one usugie.

nastpujacych zmiennych reprezentatywnych (rys. 5): Nastpnie po poréwnaniu warfoi zmiennychluminacii
— nazwa pliku -nazwa gatunku minimalnej i maksymalnejstwierdzono, 4 nie maj one

~ nasycenie minimalne, istotnego wptywu na proces generowaB&N. Ich wartdci

_ naszcenie maksymalne byty bliskie 0 (dlaluminacji minimalne€) lub bliskie 1 (dla

_ nasvcenigrednie ' luminacji maksymalngj dlatego te usunéto je ze zbioru

_ nasi;cenie me dia’na uczcego. Tak przygotowany plik wprowadzono do pakietu

STATISTICA 4.0.
— nasycenie StdDevedchylenie standardowe,

Rys. 4.Niepylak mnemozaRarnassius mnemosyne
Fig. 4.Parnassius mnemosyne

Eksport danych
P yis

Wybierz dane do eksportu:

Informacje Cgdine Dane Masycenia Dane Luminacji

¢

[#] Mazwa pliku

[T Wysokosé obrazu (piksele)

[7] Szerokosé obrazu (piksele)

[ Nogé pikseli
[ Rozdzielozosé (MP)
[] Rozdzielczosé w pionie (dpi)

[ Rozdzielczosé w poziomie ({dpi)

Diane koloru Czenwonego
[¥] Wartosé minimalna

[¥] Wartosé maksymalna

[¥] Wartosé érednia

[¥] Mediana

[¥] Odehylenie Standardowe

[F] Wartodci histogramu Czerwonego

|¥] Wartasé minimalna

[¥] Wartodé maksymalna
[¥] Wartosé sredria

[¥] Mediana

[¥] ©dehylenie Standardowe

Dane kolors Zielonego
[¥] Wartosé minimalna
[¥] Wartosé maksymalna

Wartoge sredria

Mediana

EEE

Qdchylenie Standardowe

“| Wartosci histogramu Zielonego

[¥] Wartasé minimalna

[¥] Wartosé maksymalna
[¥] Wartosé grednia

[¥] Mediana

[¥] Odchylenie Standardowe

Dane koo Nisbieskiego
[@] Wartosé minimalna

[¥] Wartost maksymalna
[#] Wartosé srednia

[#] Mediana

[ Odchylenie Standardowe

[ Wartosci histogramu Nisbieskiego

Rys. 5. Eksport danych z zaznaczonymi zmiennynrezgntatywnymi
Fig. 5. Data export with selected representativealdes
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3. Generowanie modeli neuronowych

Po wprowadzeniu wygenerowanego zbioruacego do
pakietuSTATISTICA v4.0., w celu wytworzeni&SN uzy-

zielonysrednia,

zielony StdDev edchylenie standardowe
niebieskisrednia,

niebieski StdDev edchylenie standardowe

to opcji ,Automatyczny projektahtTak wytworzone sieci

nie spetniaty ogélnie przgfych kryteriow jakéci. Cecho-
waly sk ,przeuczeniem”, co skutkowato ich nieprawidto-
wym dziataniem. Wobec tego przysiono do wykonania
analizy wraliwosci wygenerowanych modeli neuronowyc
na poszczegoélne zmienne w@pwe. Celem takiego dzi
tania byta identyfikacja a nagtnie odrzucenie zmiennyc
nieprzydatnych w procesie wytwarzania modeli nearo

Redukcja liczby zmiennych waiowych pozwolita na
uzyskanie optymalnej proporcji przypadkéw gmpzch w
stosunku do liczby zmiennych przigj w procesie gene-

h rowania SSN w proporcji: 10:1. Tak przygotowany zbior
a. Ponownie wprowadzono do obrébki w pakiecie
h STATISTICA. 4.0. W tym przypadku uzyskano istetpo-

n Prawg dziatania sieci neuronowych. W programie przete-

wych. Z przeprowadzonej analizy wynikat@, tmienne:
czerwony medianaielony mediana niebieski medianaie
sg istotne w procesie uczenia sieci, dlatego usuntto je
ze zbhioru ucgcego. W kécowym etapie w zbiorze ugz
cym znalazto i 13 zmiennych wégiowych (rys. 6):
nazwa pliku -hazwa gatunku,

nasycenigrednie,

nasycenie mediana,

nasycenie StdDeveadchylenie standardowe,
luminacjasrednia,

luminacja mediana,

Luminacja StdDev edchylenie standardowe,
czerwonyrednia,

czerwony StdDev edchylenie standardowe,

stowano 32 sieci. Zachowanych zostalo 10 najlefszyc
Optymalry okazata i sie¢ neuronowa typWMLP o struk-
turze 4:2-3:1. Wspotczynnik poprawnych klasyfikatgj
sieci wyniost 0,878788. Efektywlé sieci zostata oceniona
przez system jako dobra.

Wygenerowana steMLP 4:2-3:1 (rys. 7) charakteryzu-
je sk 4 zmiennymi wejciowymi i 1 zmiengn wyjsciowa.
Posiada 2 warstwy ukryte. W pierwszej warstwie dupj
sie 2 neurony, z&w drugiej 3. Uczenie sieci przeprowa-
dzono przy ayciu algorytméw: wstecznej propagacjett
BP (ang. Back Propagationn w 50 epokach, gradientéw
sprzzonychCG (ang.ConjugateGradienty w 50 epokach.
Przeprowadzono rowniedouczenie sieci wykorzystg
algorytm gradientéw spgzonychCG85b (wybrano metod
b odang.bes) w 85 epokach.
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Rys. 6. Zbiér ucacy zawieragcy 13 zmiennych wégiowych
Fig. 6. Learning file with 13 input variables

: Edytor zbioru sieci {2bidr uczacy3)
Biezaca siet IFE Pokaz IWSZPStkD b7 Opeie... I
[ [weigca  [Ukate [Ukptelz]  [Btaduce  |Bradwal  [Bradtst  akesSuce [akostwal |JakosStst [indeks [

o1 FEF 1z - 0,3760646 0,3522995 0,4176701 0,6865672 0,7272727 0,6176471 1 KK, P
02 Liniowa a8 - - 0,33564658 0,3491139 0,4094905 0,7910448 0,7575758 0,6176471 2 PI
a3 Liniowa 1z - - 0,3115401 0,3419539 0,4280703 0,8358209 0,8787379 0,7352041 3 PI
04 Liniowa a - - 0,328842 0,3400741 0,4030393 0,7761194 0,8181818 0,5470588 4 PI
05 FEF 12 8 - 0,3621185 0,340053 0,4013797 0,7014925 0,7875788 0,5470588 5 KM, KW, P
06 EEF 1z ] - 0,3587637 0,3319025 0,3968283 0,7014925 0,7575758 0,70585824 B FM,¥N,PT
a7 MLP 4 2 - 0,3272395 0,2020145 0,3845611 0,7462687 0,8787379 0,6470588 7 EPE0,CGEOD|
08 MLFP 1z g - 0,1263315 0,2914682 0,3583013 0,8701493 0,64545845 0,76047059 8 BP5S0,CG50,C579b|
0 nLE 1 - 0.1080885 0,2908251 0.4128048 0,.9701433 0,5434845 0,6764706 9 EPSD,CGS0, CEEp)
10= . MLP 4 2 - 0,3267996 0,2853999 0,3878973 0,7761194 0,8787879 0,6764706 10 EBP5S0,CG50,C685h

i v

Rys. 7. Zbiér wytworzonych sieci neuronowych
Fig. 7. The set of neural networks produced
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Wygenerowany model neuronowy charakteryzuje si-

jakoscia walidacyjry na poziomie 0,878788. Jakouczenia
tej sieci wynosi 0,776119, natomiast jékotestowa
0,676470. Bidy uczenia, walidacyjny oraz testowy wyno-
sza odpowiednio: 0,3267996; 0,2853999 i 0,3878973.

Jaka¢ sieci to miara precyzji, z jaksiec wyznacza
zmienny wyjsciowag dla danych zmiennych wégjowych.
Jaka¢ wyznacza si niezalenie dla zbioru uczxego, te-
stowego i walidacyjnego. Waid 1 jest najwysza. Im
wynik jakasci sieci blizej jedndci tym sie jest lepsza. Sie-
ci o niskich wartéciach jakdci typu 0,1 itp. nal&s do sieci
dziatapcych niepoprawnie. Dla wytworzonej sietMLP
4:2-3:1 jakd¢ jest proporgj prawidiowo zakwalifikowa-
nych przypadkéw. Na podstawie ‘Analizy wtisvosci’
(rys. 8) ustalonoze w procesie uczenia zostaty wykorzy-
stane zmienne zielony StdDeV (ranga 1), hiebieski
StdDeV (ranga 2), zielonysrednid (ranga 3), hasycenie
srednié (ranga 4). Okazalo gj ze reszta zmiennych nie jest
istotna w procesie klasyfikacji motyli.

i Analiza wrazliwosci

i| Bledyzb. ucz. |D,3288 walid. |0,2854

Odrzuc wejgcia o make] wiazliwogc

Prég WE Odrzué |

[ [ [@]uesve_sh|zL_sreon |zL sToDE |Me_sTooE
Fanga 4 3 1 Z
Btad 0,3379373 0,3805457 0,4844063 0,4408633
lloraz 1,034081 1,l64462 1,482273 1,349033
Ranga 4 3 1 z

Btad
lloraz

0,3232238 0,3502293
1,1325259 1,Z27153

0,4935006 0,4493311
1,746674 1,5743591

Rys. 8. Analiza wrdiwosci sieci neuronoweyILP (4:2-3:1)
Fig. 8. Sensitivity analysis of neural network tyjdé P
(4:2-3:1)

4. Podsumowanie

W trakcie prac nad wygenerowanie38N okazalo s,
ze zbyt dua liczbazmiennych zawarta w zbiorze ampm
moze byt przeszkod w prawidlowym wygenerowaniu mo-
delu neuronowego. Nadmiernasgéoinformacji negatywnie

wplywa na generowany model, a co za tym idzie wytwo[4]

rzona sié nie spetnia kryteriow jalkei i nie dziata po-

prawnie. Zasadnym jest ograniczanie liczby zmiehnyc[5]

uczacych do proporcji 10 przypadkéw ugxch na 1
zmienny wejsciowa [4].

Wygenerowana séeMLP o strukturze 4:2-3:1 posiada
jakos¢ walidacyjra na poziomie 0,878788. Oznacza to, i
proporcja prawidtowo zakwalifikowanych przypadkéw
wynosi 0,878788, czyli na 100 przedstawionych obwmaz
cyfrowych si€ rozpoznaje prawidtowo 88 z nich. 8ido
prawidlowego dziatania, klasyfikacji czterech gaow
motyli z rodziny Papilionidae, potrzebuje czterech zmien-
nych reprezentatywnych (rys. 9):
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Zielony StdDev,
niebieski StdDev,
zielonysrednia,
nasycenigrednia.
Zielony StdDev

Niebieski StdDev

Gatunek motyla
Zielony srednia

Rys. 9. Schemat wygenerowanej sztucznej sieci nedro
wej typuMLP (4:2-3:1)

Fig. 9. Diagram generated artificial neural netwotipe
MLP (4:2-3:1)

Zdjecia owadowzle zakwalifikowanych byly na ogoét
zlej jakasci (zaszumiane) lub nie moa bylo wyodebni¢
w nichzadanych cech charakterystycznych.

5. Whnioski

1. Zostata wykazana przydattosieci neuronowych typu
MLP w procesie rozpoznawania motyli prezentowanych w
postaci obrazéw cyfrowych, gdzie za kryterium kfdsyr
cyjne przygto ich ubarwienie.

2. Na efektywné¢ wytworzonych sieci neuronowych ma
wptyw jakas¢ oraz ilas¢ danych graficznych, niegbnych

w procesie budowania zbioréw ucych, przeznaczonych
do generowania identyfikacyjnych modeli neuronowych

3. Na poprawné¢ dziatania wygenerowanych sieci neuro-
nowych ma réwniz wpltyw wiasciwy dobor zmiennych
wejsciowych oraz liczba przypadkéw ugzch zawartych
w zbiorze treningowym.
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