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Summary

Appearing recently methods, having guilds of avitfi intelligence, permit on building of simulatimyodels which realize
assigned tasks on the basis of patterns takentiraith nature observatiofil]. The processing techniques based on arti-
ficial neural networks create a special group, liein fact a computer simulators of brain wd@{. With the help of neu-
ronal models it is possible to predict the expeatamps yield on the basis of empirical data regagdicrop yields in last
summersThis work proposes utilization of prediction methodhich represent chosen topologies of neuront asmong
others, the RBFRadial BasisFunctions) neural network peculiarly.

WYKORZYSTANIE SZTUCZNYCH SIECI NEURONOWYCH TYPU RBF DO PREDYKCJI
PLONU WYBRANYCH ROSLIN ZBOZOWYCH

Streszczenie

Pojawiagce s ostatnio metody, mgge cechy sztucznej inteligencji, pozwalap budow modeli symulacyjnych, ktére
realizuiy postawione zadania w oparciu 0 wzorce zaczetprbezpgrednio z obserwacji przyrodil]. Szczegdk grupe
stanowi techniki przetwarzania oparte na sztucznych s@tiaeuronowych, dilgce w istocie komputerowymi symulato-
rami pracy mézgyi3]. Za pomog modeli neuronowych rdea m.in. dokonapredykcji wielkéci plonéw ptodéw rolnych

w oparciu o posiadane empiryczne dane, deiyezzbioréw

w latach ubiegtychWV pracy proponuje giwykorzystanie

technik predykcyjnych, jakie m.in. reprezemtujybrane topologie sieci neuronowych, w szczedblngieci neuronowe

typu RBF Radial BasisFunctions).

Wstep

Sztuczne sieci neuronowe w ostatnich latach stgly
obiektem intensywnych bafigprowadzonych w wielu ob-
szarach naukowych. Wysoka wydajtio szybka¢ dziata-
nia modeli neuronowych implikuje szerokie widmo tpas
sowar w réznych dziedzinacttycia. Dziatania uczonych,

w trakcie uczeniu sieci typMLP. Z tego powodu sieci
RBF mog by¢ uczone w bardzo krétkim czasie Znica w
szybkaci uczenia dotyczy kddw wielkdci). Cechy rozni-
cujaca dzialanie sieciRBF od sieci MLP jest przede
wszystkim inne podégie do modelowania przestrzeni
wejs¢ i wag. Model uzyskiwany w przypadku sieRBF
mozna okrdli¢ jako "skupieniowy" (lokalny) natomiast

wykorzystupcych w swoich badaniach modelowanie neu-model uzyskiwany w przypadku siddiLP mazna identyfi-

ronowe, skupiaj sie m.in. na przyspieszeniu obliczezasu
rzeczywistego. Funkcjonaléd taka dap im sztuczne sieci
neuronowe, charakteryzge s¢ wielowatkowym oraz roz-
proszonym procesem przetwarzania informacji.ckiztej
wlasciwosci maozna wykorzystd modelowanie neuronowe
m.in. w predykcji, klasyfikacji, kojarzeniu, andkz filtracji
oraz szeroko rozumianej optymalizacji. Coraz powkze
niej wykorzystywanymi w praktyce topologiami siegu-
ronowych, g sieci typuRBF (Radial BasisFunctior).
SieciRBF posiadaj kilka istotnych zalet w poréwnaniu
z sieciami najogciej wywanymi, jak np. sieci typu
MLP(MultiLayer Perceptron$ [3]. Po pierwsze magone
modelow& dowolm funkcje nieliniowa za pomog poje-
dynczej warstwy ukrytej. Eliminuje to, 4una etapie projek-
towania sieci neuronowej, konieczho podejmowania
trudnej zazwyczaj decyzji dotygzej topologii sieci, a w
szczegOlnéci okreslenie liczby warstw ukrytych. Po dru-
gie, prosta transformacja liniowa dokonywana w iveies
wyjsciowej sieci typuRBF moze by w catcci zoptymali-
zowana przy gyciu tradycyjnych technik modelowania li-
niowego, ktére & szybkie i przy stosowaniu ktérych nie
pojawiaj si¢ takie problemy jak np. minima lokalnea S
one jak wiadomo szczeg6lnym utrudnieniem wpajacym
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kowat jako "ptaszczyznowy"(globalny). Ta odmierho
modeli ma swoje praktyczne konsekwencje. kaeauwa-
zy¢, ze bardziej wyrafinowane ksztalty modelowanych
funkcji i na og6t wysze oczekiwania oddnie dokfadnéci
generowanych odpowiedzi wymagajastosowania w sie-
ciach RBF wigkszej liczby neuronéw w stosunku do sieci
typu MLP. Wskutek tego, modele oparte na sieciiBF
maja sklonnd¢ do wolniejszego dziatania i wymagaj
wiekszych obszaréw pamgi niz odpowiadajce im sieci
MLP. Nalezy jednak stwierd, ze sieciRBF zadowalag
si¢ krotszym czasem uczenia, co w niektérych zastosowa
niach mae by bardzo istotnym atrybutem.

Charakterystyka sieci typu RBF

Istoty topologii sieci neuronowej typRBF jest koncep-
cja zastosowania nieliniowego przeksztatcenia przesi
danych wejciowych poprzez wprowadzenie warstwy neu-
ronow ukrytych realizujcych funkcg zmieniajca sic ra-
dianie wokot wybranega priori centrumc;. Sie® o radial-
nych funkcjach bazowych zaproponowana zostala przez
Broomhead’ai Lowe’a (1988) orazMoody’a i Darkina
(1989). Sieci radialn®BF reprezentuj odmienny, w sto-
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sunku do sieci sigmoidalnych typdLP, sposéb odwzoro-
wania zbioru wejciowego w zbiér wyjciowy. Odwzoro-
wanie to polega na dopasowaniu funkcji aproksycrjj
wielu zmiennych do wartgi zadanych, czyli rozgiciu nad
zbiorem uczcym wielowymiarowej hiperpowierzchni do-
pasowujcej sk do wartdci zadanych. SiecRBF wymaga-
ja zazwyczaj aycia wickszej liczby neurondw nisieci ty-
pu perceptron, jednak uczenie ich przebiega o vwaeld-
ciej [5].

Podstaw teoretyczn dziatania siecRBF jest twierdze-
nie Coverao separowalnii wzorcow. MOwi onoze zlo-
zony problem klasyfikacyjny zrzutowany nieliniowo na
przestrzé wielowymiarows, maze by rozdzielony za po-
moca separatora liniowego z gkszym prawdopodobie
stwem nk w wypadku rzutowania na przestfize mniejszej
liczbie wymiarow [2],[3]. Oznacza tae ztazony problem
klasyfikacyjny odwzorowany nieliniowo w wysoko wyani
rowej przestrzeni ma wksze szanse (eksze prawdopo-
dobieistwo) by liniowo separowalny ti w oryginalnej
przestrzeni, charakteryzgiej st nizszym wymiarem.

Sie¢ neuronowa typlRBF funkcjonuje analogicznie do
dziatania wielowymiarowej interpolacji, odwzorowaj
wektorow wegciowychx; (dlai = 1,2 3,...p) z przestrzeni
n-wymiarowej w zbior liczb rzeczywistyct; (dlai = 1,2
3,...p). Zapis ten jest tsamy z problemem okikenia ta-
kiej funkcji interpolacyjneff(x), dla ktérej spetniony duizie
warunek:

f(x) @

przy jednoczesnym zateniu reguly aktywacji wiciwej
dla sieci typuRBF postaci:

(=2 Bx-c)

d.

)

gdzie:
- w; jest wektorem wag sieci, podlegeym modyfikacji w
procesie uczenia,

- zapis”..” oznacza norm(najczsciej euklidesow),

- wartasci wektoréwe; (dlai = 1,2 3,...p) stanowi centra

funkcji radialnych,

- X; reprezentyj wezly interpolaciji zakodowane w postaci
wektorow wegciowych sieci reprezentage da-
ne (np. empiryczne).

Neurony ukryte realizgj wiec funkcje zmieniajce sé
radialnie wokét wybranego centruea Funkcje takie ozna-
czane ogolnie w postad (|[x-c||) nazywaj si¢ radialnymi
funkcjami bazowymi. Rola neuronu ukrytego sprowasiza
zatem do odwzorowania radialnego przestrzeni wadabt
nego zadanego punktu (lub grupy takich punktéw).

Sieci typu RBF stanowd w istocie rozwingcie oraz
uogolnienie koncepcji sieci sigmoidalnych. Neuragnmo-
idalny reprezentuje w przestrzeni wielowymiarowgjehn-
ptaszczyzn separujica w sposob globalnyetprzestrzé na
dwie klasy. Neuron radialny natomiast generuje sifes:,
dokonujca podziatu kotowego (lokalnej separacji radial-
nej) wokot punktu centralnego [4]. Pod tym wadgm sta-

liczby neurondw, potrzebnych do realizacji zadadddgesyfi-
kacyjnego. W rozwizaniach praktycznych sieRBF jest
struktuy dwuwarstwowy (wg. notacji bez uwzgtinienia
zdeterminowanej warstwy wgjowej), w ktorej jedynie
warstwa ukryta reprezentuje odwzorowanie nielinipvee
alizowane przez neurony o radialnej funkcji bazowej
Uczenie sieci typiRBF jest procesem nieco bardziej zbe
nym, niz w przypadku uczenia perceptronu. Proces ten
przebiega zazwyczaj w trzech rgztnych fazach: wyzna-
czenie centrow, okéienie odchylé oraz optymalizacja li-
niowa warstwy wyjciowej.

Symulacja modelu neur onowego

Programowe symulatory sieci neuronowych w praktyce
same dostrajajsie tworzac poszukiwane modele, ponieiva
automatycznie uezsie na podanych przyktadach. Odbywa
sie to w taki sposébze wytkownik sieci gromadzi repre-
zentatywne dane pokazgg, jak manifestyj sic badane
zalendéci. Nastpnie uruchamia mechanizm (algorytm)
uczenia, ktory ma na celu automatyczne wytworzemie
pamkci sieci wigciwej struktury danych, zakodowanych w
specyficzny sposéb w topologii sieci. Opia@jsk na tej
samodzielnie wytworzonej strukturze danych (,zapdani
nych” w postaci tzw. wspotczynnikbw wagowych, dostr
jonych w trakcie procesu uczenia) siealizuje nagpnie
pozadane funkcje zwaizane z eksploatacjwvygenerowane-
go modelu neuronowego. zZtkownik potrzebuje jednak
pewnej, w gtéwnej mierze empirycznej, wiedzy dotye
sposobu wyboru i przygotowania danych stamowih
przyktady ucace. Musi take dokondé wyboru wigciwego
rodzaju sieci neuronowej, oligt typ algorytmu uczcego
oraz na koniec zadasobie trud interpretacji otrzymanych
rezultatow.

Do wytworzenia, testowania oraz weryfikacji modelu
neuronowego typlRBF, stuzacego do predykcji plonu wy-
branych rdlin zbazowych, wykorzystano platforenStati-
sticaNeural Networks v. 4.0PakietSNNv. 4.0 jest przyja-
znym wytkownikowi produktem zaawansowanym techno-
logicznie, charakteryzagym sk wyjatkowa stabilngcia
oraz wysok sprawndcia dziatania. Oferuje on przy tym
wiele unikalnych nargdzi analitycznych, pozwalgych na
kompleksowe wytwarzanie oraz testowaniezato/ch to-
pologii neuronowych.

Znalezienie odpowiedniego modelu neuronowego ade-
kwatnego do zadanego problemu, okazalp zshudne i
czasochtonne. Seria eksperymentow symulacyjnyciwvpoz
lita na wygenerowanie, a naphie wyselekcjonowanie
oraz przetestowanie zbioru sieci tyRBF 0 najlepszych
parametrach realizowanych zar6wno na zbiorze waida
nym jak réwnie testowym. Sukcesem okazaty sztuczne
sieci neuronowe typUlRBF o strukturach zrénicowanych
adekwatnie dla poszczegolnychilio. Potrafity one w spo-
sOb satysfakcjonagy dokong& przewidywania wielkéci
plonéw trzech wybranych étin zbozowych: gczmienia,
pszenicy izyta. Wygenerowane modele dokonywaty pre-
dykcji plonéw w oparciu o wielkei zadane na wégiu,
stanowice podstawowe dane warungeg rozwoj tych ro-
slin, takich jak: temperatura, opady oraz ustoneemia.
Historyczne dane dotygze plonéw w latach 1995 — 2003
pozyskano z internetowej witryny GUS. Przykladovemel

nowi wigc on naturalne uzupetnienie neuronu sigmoidalnegyczce zapamitane w strukturze edytora danych pakietu

go, umaliwiajace w przypadku wyspienia symetrii koto-
wej w zbiorze danych (w&iowych) wydatne zmniejszenie
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SNN v. 4.@la przypadkuyta przedstawia rys. 1.
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EIET
Zmienne |4 E 1 E Erzypadki I57 E I35 E I15 E

Ee]EremPer. JoPADy  [UstoNEC [MIESIAC [PLON |
a4 7,3 93 68 10 24,6 -
a5 4,3 39 45 11 24,6
a8 -4, 18 EY 1z 24,6
a7 -z,3 3s 4z 1 21,4
a3 -4,2 10 48 21,4
EE] z,3 18 145 21,4
100 7,2 3z 187 21,4
101 15,1 &0 260 21,4
102 17,9 39 299 21,4
103 19,3 94 11z 21,4
104 18,8 35 277 21,4
105 13,8 38 200 9 21,4
106 5,65 57 94 10 21,4
107 5,4 z6 58 11 21,4
108 1,3 44 48 1z 21,4 ¥

oo e fen [ o |

Rys. 1. Edytor zbioru danych digta
Fig. 1. Editor of data for rye

Jako cechy reprezentatywne petgj 4 zmienne wej-
sciowe: srednh temperatug mieskczm, srednie opady w
mieshkcu, srednie miesiczne nastonecznienie oraz migesi
zakodowany w zakresie liczb 1-12. \tie sieci stanowit

Najwazniejsze statystki umieszczono u dotu tabeli. llo-
raz odchylé standardowych dla &#éw sieci oraz danych,
bedacy gtéwnym wskanikiem jakdci zbudowanego neu-
ronowego modelu regresyjnego, jest na poziomie 0,2.
Swiadczy to o dobrej realizacji regresji przez wytaary
sie¢ neuronow. Mozna zauway¢, ze wysoka korelacja
(standardowy wspétczynnik koreladfi Pearsonalla war-
tosci zadanej oraz warfoi uzyskanej na wyfiu sieci) na
poziomie 0,97 jest zlidona zaréwno dla zbioru uszego,
walidacyjnego jak i testowego. Wysoka korelacja zéo-
ru walidacyjnego oraz testowegwiadczy o zdolnéciach
do generalizacji (predykcji) wykreowanego modelwnoe
nowego (sié nie wykazuje tendencji do przeuczenia,.
nie jest nauczona ,na pagif).

Infor matyczny system edukacyjny

W celu utatwienia eksploatacji wygenerowanych isiec
neuronowych jako instrumentu predykcyjnego (m.incex
lu uniezalenienia s¢ od platformySNN v.4.D zostala wy-
tworzona aplikacja, ktéra mie mie charakter zar6wno

oczywiicie poszukiwany plon Etiny. W procesie uczenia Utylitarny jak réwnie edukacyjny. Wykorzystag mecha-

sieci wykorzystano 108 przypadkéw podzielonych Veso

nizmy optymalizacyjne zaimplementowane w programie

na trzy zbiory: uczcy (57 przypadkoéw oznaczonych w SNN v. 4.0dokonano, wykorzysta¢ techniki oparte na al-

edytorze kolorem czarnym), walidacyjny (36 przypadak
oznaczonych w edytorze kolorem czerwonym) oraotest

gorytmach genetycznych, weryfikacji liczby zmienhyc
wejsciowych. Nastpnie korzystajc z generatora kodu ofe-

(15 przypadkéw oznaczonych w edytorze kolorem eiebi "owanego komercyjnie w postaci modutu pakiStatistica

skim).

Proces uczenia sieBiBFrealizowano w trzech etapach:

- wyznaczanie centrow: zrealizowano metéekrednich,

- okreslenie odchylé: zrealizowano metadk-sasiadow,

- optymalizact warstwy wygciowej: zrealizowano metad
pseudoinwersiji.

Otrzymano trzy zbiory sieci neuronowych z ktéryciise-
lekcjonowano nagpujace topologie siecRBF, charaktery-
zujace st najlepsz jakoscia (popetniajce najmniejszy
btad predykcji):

- dlazyta jest to modeRBF o strukturze (4-2-1),

- dla pszenicy jest to modBBF o strukturze (4-10-1),

- dla jgczmienia jest to mod&BF o strukturze (4-8-1).
Przykladowe statystyki regresyjne dla sieci modelejj
plon zyta przedstawiono na rys. 2.

=0l x|

.. Statystyki zag. regresyi

Zmienna I1 E Uruchom
Fd[®][E]uc. PLon [wa. PLON [Te. PLON

Srednia 23,3434  22,84315 22,94335
Odch. std. 9,612241 9,762344 9,128069
Sredniblg | o0,01179 -0,1389  -0,1238
Odch.bted | 2,011181 1,744864 1,875685
Sr. bt. bez 1,445855 1,322413 1,413262
lloraz odch | 0,2092313 0,1787341 0,2054854
Korelacja | 0,9778679 0,9839028 0,9756935

Rys. 2. Statystyki regresyjne digta
Fig. 2. Regression statistics for rye
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v.6.0 oraz wykorzystyp srodowisko programistyczn¥i-
sual C++, wytworzono system informatyczny o nazwie
.Plon v.1.0".

£xto Jgezmien

Pomoc
) Programie

Wyjscie

Rys. 3. Interfejs programu "Plon v.1.0"
Fig. 3. Interface ofPlon v.1.0" program

Help Topics: Plon ¥1.0 ) 21|

Contents l rdex | Find |

Click a topic, and then clisk Display. Or click another tab, such = Indes

021 Sieci RBF
[2) Charaktemstyka Sieci AEF
[2) wikoreystanic Siesi REF
0 Program Plan
@ Podstawy konstukcyine
[2) Fomularz ahéwny
[2) Modut pomecy
2] Modut 0 Progiamie

[2] Tworzenie sztucznei sieci neuronowei

(7] Generator kadu

fose | Bink. | Cawer |

Rys. 4. Modut pomocy prograni@lon v.1.0"
Fig. 4. Module Help of progrartPlon v.1.0"
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Struktura programu ,Plon v.1.0” sktadag giformularzy  liwosci aplikacji. Trzeci poziom, przedstawia uproszgzon
odpowiednio rozmieszczonych i dggshych poprzez for- sposob utworzenia aplikacji, na podstawie posiadama-
mularz gtéwny. Jest on zaopatrzony w przyciski aliro nych i programu Statisticd.
wiajace szybki dogp do wybranych opcji programu.

Przyktadowo modut ,Pomoc” posiada trzy poziomy. Ponizej przedstawiono przyktadowo okno interaktyw-
Pierwszy charakteryzuje sieBBF, wzyte do wytworzenia nego modutu “Pszenica” stacego do neuronowej predyk-
oprogramowania, ich wéaiwosci, a take maliwe imple-  cji wielkosci plonu pszenicy, w oparciu o wprowadzone
mentacje. Drugi poziom opisuje dzialanie progranmuoz-  dane.

Plon ¥1.0 - Pszenica ) x|

Temperatura [7C] I

R

X R
RN 7
Uslonecznienie [h] I

Rys. 5. Modut ,Pszenica” prograniRlon v.1.0"
Fig. 5. Module,Pszenica’of program"Plon v.1.0"

Diagram przypadkowaycia programu'Plon v.1.0" przedstawiono na rys. 5.
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== EEn st
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Wpisz ane

== pxtend ss ’ Q o -
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Rys. 6. Diagram przypadkow:ycia programU'PIon v.1.0"
Fig. 6. Diagram of use cases for program "Plon 1.

s BHIEAD =
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W celu weryfikacji poprawnizi dziatania systemu do-
konano serii testdw wykorzystigj komputery o zrénico-
wanych parametrach oraz pragrjch w oparciu o rine
systemy operacyjne. Posiyie zakaiczone testy wykazaty
dwza szybké¢ dziatania, stabiln& i niezawodné¢ wytwo-
rzonej aplikacji.

Uwagi koncowe

Sztuczne sieci neuronowe stangivitensywnie rozwi-
jajaca sie dziedzirg wiedzy, stosowanw wielu obszarach
nauki oraz praktyki. Maj wtasciwosci pazadane w wielu
zastosowaniach praktycznych, stargmvjednoczénie uni-
wersalny uktad aproksymacyjny, odwzorowey wielo-
wymiarowe zbiory danych. MajzdoIng¢ uczenia s i ad-
aptacji do zmieniacych sé warunkéw srodowiskowych.
Posiada tez umiegtnos¢ uogdlniania nabytej wiedzy, sta-
nowiac pod tym wzgidem system sztucznej inteligencji.

wykorzystupc technik przetwarzania danych, wieiwa

- Poprawné¢ dziatania sieci typiRBF nauczonych na hi-

storycznych danych treningowych sugeruje nieliniowy
charakter badanego problemu

Uzyskane statystyki regresyjne dla wygenerowarsjeh

ci pozwalaj uzn&, ze proces ich uczenia przebiegat
prawidtowo, a wytworzone modele neuronowe posiadaj
wysoky jakas¢, a w szczegllni dobre zdolnéci pre-
dykcyjne.
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logie neuronowego modelu jako instrumentu predykcyj-

nego w zakresie prognozowania wybranych plonow
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